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Darwin frequently understood things far more
clearly than both his supporters and his opponents,
including those of the present day.

Ernst Mayr [102]

1 Introducgao

As pesquisas sobre modelos computacionais in-
teligenies tém, nos ultimos anos, se caracterizado
pela tendéncia em buscar inspiragdo na natureza,
onde existe um sem-nimero de exemplos vivos de
processos que podem ser ditos “inteligentes”. Para
cientistas de computagdo, matemadticos e engenhei-
ros, muitas das solugbes que a mae-natureza en-
controu para complexos problemas de adaptagao
fornecem modelos interessantissimos. Embora nao
se possa afirmar que tais solugbes sejam todas
6timas, n&o ha a menor duvida de que os proces-
sos naturais, em particular os relacionados dire-
tamente com os seres vivos, sejams soberbamente
bem concebidos e adequados ao nosso mundo.

Fisicos, bidlogos e outros cientistas tentam des-
vendar os principios que regem os fenémenos da
natureza, enquanto que os matematicos, cientis-
tas de computacdo e engenheiros buscam idéias
que possam ser copiadas ou pelo menos imitadas,
e entdo aplicadas a problemas que a ciéncia atual
" ainda nao consegue resolver satisfatoriamente. Por
exemplo, o fenomeno de anelamento em metais,
a enorme capacidade de processamento do sis-
tema nervoso central de animais superiores ob-
tida através da acdo paralela de uma complexa
rede de neurdnios lentos e ruidosos, e o processo
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estocastico de evolugao natural, forneceram ins-
piragdo para os paradigmas de computagao de-
nominados Anelamento Simulado [1, 88], Redes
Neurais (ou Neuronais) Artificiais [6, 70], e Com-
putagéo Evoluciondria (EC), respectivamente.

Em termos computacionais, CE incorpora uma
das metaforas mais apelativas: CE encara a teoria
de evolu¢do Darwiniana como um processo adap-
tativo de otimizagao, sugerindo um modelo em que
populagdes de estruturas computacionais evoluem
de modo a melhorar, em média, o desempenho
geral da populac¢do com respeito a um dado pro-
blema, ou seja, a “adequabilidade” da populacao
com respeito ao ambiente.

Atualmente, CE engloba um nimero crescente
de paradigmas e métodos, dos quais os mais im-
portantes sao os Algoritmos Genéticos (AGs) [33,
36, 37, 56, 75, 78, 141], Programagao Evoluciondria
(PE) [45], Estratégias Evolucionarias (EEs) [123,
124], Programagado Genética (PG) [90, 91], e Sis-
temas Classificadores (SCs) [14, 23, 76, 156], entre
outros. De fato, SCs and PG podem ser vistas
como aplicagbes especiais de AGs, enquanto que
PE e EEs foram desenvolvidas independentemente
dos AGs, e somente agora comegam a interagir. De
modo geral, técnicas em CE dao origem aos cha-
mados Algoritmos Evoluciondrios (AEs).

Algoritmos Genéticos sdo as mais difundidas e
estudadas técnicas de CE, pela sua flexibilidade,
relativa simplicidade de implementacao, e eficdcia
em realizar busca global em ambientes adversos.
Este artigo introduz as motivagdes e conceitos
fundamentais da teoria dos Algoritmos Genéticos
(AGs ou “GAs”, a abreviatura em inglés), bem
como um nmimero de aspectos avangados que vi-
sam a aumentar sua eficiéncia. Exemplos de
aplicagOes representativas, bem como aspectos de
implementagao pratica sao também abordados.




2 Algoritmos Genéticos: Motivagao
2.1 Busca e Otimizacao

Uma grande parte dos problemas cientificos
pode ser formulada como problemas de busca e oti-
mizagdo: basicamente, existe uma série de fatores
influenciando o desempenho de um dado sistema, e
tais fatores podem assumir um nimero limitado ou
ilimitado de valores, e podem ser sujeitos a certas
restrices. O objetivo é encontrar a melhor com-
binagao dos fatores, ou seja, a combinagao de fato-
res que proporcione o melhor desempenho possivel
para o sisterna em questdo. Em termos técnicos, o
conjunto de todas as combinagdes possiveis para os
fatores constitui o chamado espago de busca. Nao
é dificil perceber que existe uma dualidade entre
os conceitos de busca e otimizagao, de tal modo
que todo problema de busca pode ser considerado
um problema de otimizag¢ao e vice-versa.

Sem perda de generalidade, consideremos so-
mente problemas de maximizagdo!. Dada uma
fungdo f : R® — R e um espaco de busca § C R",
o problema de otimizagao pode ser formulado as-
sim:

Imaximizar f(z) |z € S.I (1)

Em termos de um problema de busca, o mesmo
problema pode ser escrito:

Iencontrar z* | f(z*) 2 f(=), Vx € S.l (2)

A fungdo f(-) pode ser derivdvel ou nao, uni- ou
multidimensional, e o espago de busca §pode ser
continuo ou discreto, finito ou infinito, concavo ou
convexo. O problema é chamado unimodal quando
ha somente um ponto maximo z* no espacgo de
busca, ou multimodal em caso contririo. Além
disso, a fun¢do f(-) pode ser estacioniria ou nao-
estacionaria, isto é, variavel com o tempo.

2.2 Métodos de Otimizacao

Numa classificagao grosseira, hd essencialmente
trés correntes de métodos gerais de otimizagao:
métodos probabilisticos, numéricos e enumerati-
vos. Ha ainda um grande nmimero de métodos
hibridos.

Em primeiro lugar, deixemos os métodos
aleatérios de lado e comecemos pelos métodos
numéricos, que podem ser divididos em analiticos
ou baseados em cdlculo numérico. Os métodos
analiticos de otimizacdo sao aplicaveis basica-
mente quando a fung¢do f(-) é explicitamente co-
nhecida e derivavel ou pode ser aproximada por

1Problemas de maximizacao podem ser convertidos em
problemas de minimizagao e vice-versa, através de artificios
bem simples como, por exemplo, multiplicar a fungao por
-1,

alguma fungdo derivdvel até o grau desejado de
precisio. Neste caso, basta resolver as equagdes
que resultam de igualar as derivadas da fungao a
zero dentro do espago de busca.

J4 em relagao aos métodos baseados em calculo
numérico, quando os espago de busca é linear
e, portanto, convexo, técnicas de Pesquisa Ope-
racional como o método simplez, sdo suficien-
tes [72, 86, 139]. J4 em ambientes nao-lineares,
técnicas de gradiente ou de estatistica de alta or-
dem s3o geralmente empregadas [69, 80, 97, 100].
Em métodos de gradiente, a idéia essencial é tomar
um ponto partida e calcular o ponto seguinte com
base no gradiente local, da fung@o a ser otimizada
[97). Métodos de Newton requerem ainda as se-
gundas derivadas parciais. Métodos de gradiente
conjugado [69], quase-Newtonianos, e estratégias
de métrica varidvel [119] aproximam a informagao
das derivadas iterativamente.

Embora sejam comumente empregados, tais
métodos somente sao capazes de encontrar 6timos
locais, e sdo ineficazes para otimizagao de fungoes
multimodais, como a ilustrada na Fig. 1. Além
disso, em problemas de otimizagdo combinatdria
em espagos discretos, geralmente a fungao a ser
otimizada é nao somente multimodal, mas também
nao-diferencidvel e/ou nao-continua.

Figura 1: Exemplo de uma fungdo multimodal.

Métodos enumerativos de otimizagdo exami-
nam cada ponto do espago de busca, um por um,
em busca dos pontos Stimos. A idéia pode ser
intuitiva, mas é obviamente impratica quando ha
um nimero infinito ou extremamente grande de
pontos a examinar.

Por outro lado, os métodos probabilisticos sao
métodos que empregam a idéia de busca proba-
bilistica, o que nao quer dizer que sejam métodos
totalmente baseados em sorte, como é o caso
dos chamados métodos aleatérios. Por exemplo,
a técnica conhecida como anelamento simulado
que, como o nome indica, simula o fenémeno de




anelamento, ou seja, o resfriamento por etapas
de ligas metdlicas derretidas, usa o conceito de
transigées probabilisticas. A idéia é que, a al-
tas temperaturas, as moléculas se comportam de
modo aleatdrio, transitando tanto para estados de
maior como de menor energia; a medida que a
temperatura abaixa, porém, a probabilidade das
moléculas saltarem temporariamente para esta-
dos de maior energia diminui. Essa técnica tem
sido empregada com sucesso para a otimizagdo
global de fung¢des multimodais, mas ainda apre-
senta muitos problemas, como o excessivamente
longo tempo de processamento, dificil escolha de
parametros e estratégias de resfriamento, etc.

2.3 Otimizacao na Natureza e AGs

Vista de forma global, a evolugao natural im-
plementa mecanismos adaptativos de otimizagao
que, embora estejam longe de serem uma forma
de busca aleatdria, com certeza envolvem aleato-
riedade. E esse tipo de busca inteligente, mas nao
deterministica, que os AGs tentam imitar.

Embora Charles Darwin tenha formulado a
Teoria da Evolugao no final do século passado [29)],
foi 86 recentemente que se tentou idealizar um mo-
delo matemadtico do processo evolutivo. Nos anos
60, John Holland, da Univ. de Michigan, comegou
a definir as bases de algoritmos de otimizagao de
inspiragdo genética. Seu trabalho culminou na pu-
blicagao do livro Adaptagdo em Sistemas Naturais
e Artificiaisem 1975 [75). O livro, que é hoje muito
citado mas pouquissimo lido, foi pouco divulgado
na época, em grande parte devido ao estilo pesado,
com notagao insossa e excessivamente complexa.
Felizmente Holland e seus muitos discipulos, quase
todos seus alunos de pés-graduacio, continuaram
sua linha de investigagdo, publicando resultados
com alguma timidez mas com perseveranga.

A grande popularidade que os AGs atingiram
recentemente se deve a dois importantes fatores: a
publicagdo de um livro tutorial sobre AGs [56] por
um dos alunos de doutorado de Holland, David
Goldberg, um pesquisador extremamente ativo e
com excelente potencial didatico, e as Conferéncias
Internacionais sobre Algoritmos Genéticos (IC-
GAs), que tém se realizado a cada dois anos nos
Estados Unidos desde 1985.

Os AGs pertencem & classe dos métodos pro-
babilisticos de busca e otimizag¢io, embora nio se-
Jam aleatérios. Usa-se o conceito de probabilidade,
mas AGs nao séo estipidas buscas aleatdrias. Pelo
contrario, AGs tentam dirigir a busca para regides
do espago onde é “provavel” que os pontos étimos
estejam.

3 Fundamentos dos AGs
3.1 Uma Definicao

Sem afirmar que esta é a melhor possivel, aqui
arriscamos a seguinte defini¢ao para AGs:

Algoritmos Genéticos (AGs) sdo métodos
computacionais de busca baseados nos
mecanismos de evolugdo natural ¢ na
genética. Em AGs, uma populagdo de
possiveis solugbes para o problema em
questao evolui de acordo com operado-
res probabilisticos concebidos a partir de
metdforas bioldgicas, de modo que hd uma
tendéncia de que, na média, os individuos
representem solugdes cada vez melhores d
medida que o processo evolutivo continua.

3.2 Caracteristicas Primérias

De modo geral, AGs tém as seguintes carac-
teristicas [56, 75, 103, 141]:

e AGs operam numa populagao(conjunto) de
pontos, e ndo a partir de um ponto isolado.

e AGs operam num espaco de solugdes codifica-
das, e ndo no espago de busca diretamente.

e AGs necessitam somente de informagdo so-
bre o valor de uma fungao objetivo para cada
membro da populagio, e nao requerem deriva-
das ou qualquer outro tipo de conhecimento.

o AGs usam transi¢des probabilisticas, e no re-
gras deterministicas.

3.3 Representacao Cromossémica

O primeiro passo para aplicagio de AGs a
um problema qualquer ¢ representar cada possivel
solu¢do Z no espago de busca como uma seqiiéncia
de simbolos s gerados a partir de um dado al-
fabeto finito A. No caso mais simples, usa-se o
alfabeto bindrio A = {0,1}, mas no caso geral
tanto o método de representacao quanto o alfabeto
genético dependem de cada problema.

Usando algumas das metdforas extremamente
simplistas, mas empregadas pelos tedricos e prati-
cantes de AGs com freqiiéncia, cada seqiiéncia s
corresponde a um cromossomo, e cada elemento
de s ¢ equivalente a um gene. Como cada gene
pode assumir qualquer valor do alfabeto A, cada
elemento de A é equivalente a um alelo, ou seja,
um valor possivel para um dado gene. A posi¢ao de
um gene num cromossomo, ou seja, o indice dentro
da seqiiéncia, corresponde a um locus génico.



Além disso, na maior parte dos AGs assume-se
que cada individuo seja constituido de um 1nico
cromossomo, razao pela qual é comum usarem-se
o8 termos individuo e cromossomo indistintamente
em trabalhos cientificos e livros-textos. A grande
maioria dos AGs propostos na literatura usam uma
populagdo de nimero fixo de individuos, com cro-
mossomos também de tamanho constante.

3.4 Fluxo Bésico

Tendo definido a representagdo cromossomica
para o problema, gera-se um conjunto de possiveis
solugdes, chamadas de solugdes-candidatas. Um
conjunto de solugdes codificadas de acordo com a
representagao selecionada corresponde a uma po-
pulagdo de individuos, P(0). AGs sdo algoritmos
iterativos, e a cada iteragao a populagéo é modi-
ficada. Cada iteragao de um AG é denominada
uma geragdo, embora nem todos os individuos de
uma populagao sejam necessariamente “filhos” de
individuos da populagéo na iteragao anterior. De-
signando cada geragdo por um indice ¢, o fluxo
geral de um AG simples é ilustrado na Fig. 2.

Procedure Algoritmo Genético

begin
t—20
inicializar P(t)
avaliar P(t)
while (not Condigao_Terminal) do
begin’
te—t+4+1
selecionar P(t) a partir de P(t — 1)
recombinar e mutar P(t)
avaliar P(t)
end
end

Figura 2: Fluxo basico de um algoritmo genético
simples com trés operadores: selegdao, recom-
binagao e mutagao.

3.5 Imicializagao

Na maior parte das aplicagdes, a populagao ini-
cial de N individuos é gerada aleatoriamente ou
através de algum processo heuristico.

Como no caso bioldgico, nao ha evolugao sem
variedade. Ou seja, a teoria da sele¢do natural ou
“lei do mais forte” necessita de que os individuos
tenham diferente graus de adaptagdo ao ambiente
em que vivem. De acordo, é importante que a
populagéo inicial cubra a maior drea possivel do
espago de busca.

3.6 Avaliacao e Adequabilidade '

AGs necessitam da informacao do valor de uma
fungédo objetivo para cada membro da populagao,
que deve ser um valor ndo-negativo. Nos casos
mais simples, usa-se justamente o valor da fungao
que se quer maximizar. A fungdo objetivo dd, para
cada individuo, uma medida de quao bem adap-
tado ao ambiente ele esta, ou seja, quanto maior o
valor da fung¢ao objetivo, maiores sdo as chances do
individuo sobreviver no ambiente e reproduzir-se,
passando parte de seu material genético a geragdes
posteriores.

A avaliagdo de cada individuo resulta num va-
lor que, em inglés, é denominado “fitness”. Na
falta de tradugao melhor, este autor emprega o
termo adequabilidade neste trabalho,

3.7 Selecao

O mecanismo de selecao em AGs emula os pro-
cessos de reprodugao assexuada e sele¢do natural.
Em geral, gera-se uma populagao temporaria de N
individuos extraidos com probabilidade proporcio-
nal a adequabilidade relativa de cada individuo na
populagao, ou seja, a probabilidade de selecao de
um cromossomo 8 é dada por

poy = )
se zN a(S,‘)

i=1

©)

onde a(-) é a fun¢do de adequabilidade.

Usando a probabilidade acima, selecionam-se
N individuos. Neste processo, individuos com
baixa adequabilidade terdo alta probabilidade de
desaparecerem da populagdo, ou seja, serem extin-
tos, ao passo que individuos adequados terao gran-
des chances de sobreviverem. Uma representagao
pictérica do processo de sele¢do é mostrada na
Fig. 3.

3.8 Recombinacao

O processo de recombinagdo é um processo se-
xuado — ou seja, envolve mais de um individuo —
que emula o fendmeno de “crossover”, a troca de
fragmentos entre pares de cromossomos. Na forma
mais simples, trata-se um processo aleatdrio que
ocorre com probabilidade fixa prec que deve ser
especificada pelo usudrio. O processo de recom-
binagao é ilustrado conceitualmente na Fig. 4.

3.9 Mutagao

O processo de mutagao em AGs é equivalente
a busca aleatdria. Basicamente, seleciona-se uma
posi¢do num cromossomo e muda-se o valor do
gene correspondente aleatoriamente para um outro
alelo possivel. O processo é geralmente controlado
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Figura 3: Processo de selegdo para uma populagéo
de 8 individuos, resultando na extingao de 2 deles.
Por outro lado, individuos de alta adequabilidade
tém alta probabilidade de receber cépias.
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Figura 4: Processo de recombinagao.

por um parametro fixo pymyt que indica a proba-
bilidade de um gene sofrer mutagdo. O processo é
ilustrado na Fig. 5.

Figura 5: Processo de mutagao.

3.10 Condicoes de Término

Como estamos tratando de problemas de oti-
mizagao, o ideal seria que o algoritmo terminasse
assim que o ponto timo fosse descoberto. Jano
caso de fungées multimodais, um ponto dtimo
pode ser o suficiente, mas pode haver situagoes
onde todos ou o maior nimero possivel de pontos
6timos sejam desejados. Um problema pratico €
que, na maioria dos casos de interesse, nao se pode
afirmar com certeza se um dado ponto étimo cor-
responde a um timo global. Como conseqiiéncia,
normalmente usa-se o critério do mimero maximo
de geragdes ou um tempo limite de processamento

para parar um AG. Outro critério plausivel é pa-
rar o algoritmo usando a idéia de estagnagao, ou
seja, quando nao se observa melhoria da populagao
depois de varias gera¢des consecutivas.

3.11 Owutros Comentédrios

Como se vé nas Figs. 3-5, o processo de sele¢do
ocorre ao nivel do individuo, ao passo que recom-
binagdo e mutagao ocorrem ao nivel cromossémico.
Embora populacdes na natureza tenham mimero
variavel de individuos, na grande maioria dos AGs
o tamanho da populagdo é fixo, por questdes de
simplicidade e facilidade de implementacao em
computador.

4 Exemplo de Execugao

Esta se¢io ilustra a execugdo de um simples AG
com um exemplo pratico consistindo da otimizagao
de uma fungido multimodal de uma variavel real.

4.1 Definicao do Problema

Consideremos um problema de maximizagao de
uma fung¢do f : R — R dada por
Iw |, 2
i 4

+Z @

no intervalo -2 < z < 2. A fungéo_ é ilustrada
na Fig. 6. Como se pode ver, trata-se de uma
func¢do nao-linear com nada menos que 13 picos
no intervalo de interesse, sendo um correspondente
ao maximo global, ou ponto étimo, z* & 1,88929.
Portanto,

f(z) = cos(20z) —

fz*)~1,73752> f(z),V-2<z<2.  (5)

Os pontos extremos de f(-) podem ser deter-
minados igualando-se a primeira derivada de f(-)
a zero e resolvendo a equagdo transcedental resul-
tante numericamente. Se a expressao analitica de
f(-) for desconhecida, porém, métodos numéricos
sao impotentes. Por se tratar de uma fung¢ao multi-
modal, é evidente que puros métodos de gradiente
nao devem ser capazes de encontrar o étimo global
na maior parte das tentativas.

4.2 Representacao Cromossdémica

Para cada problema, encontrar uma repre-
senta¢ao cromossdmica conveniente é sempre o
primeiro passo para implementagido de qualquer
AG. Vamos usar um vetor binario para represen-
tar cada ponto do espago de busca. Como hd um
mimero infinito de pontos no intervalo de interesse,
a dimensao desse vetor ou seqiiéncia bindria de-
pende da preciséo requerida para o problema.
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Figura 6: Fungéo a ser maximizada.

Assumamos uma precisao de 4 casas decimais.
Como o espago de busca tem largura 2—(-2) =
tal preciséo significa que o processo de busca deve
distinguir pelo menos 4 x 10* = 40.000 pontos.
Como resultando, seqiiéncias bindrias (cromosso-
mos) de pelo menos 16 bits sdo necessirias, uma
vez que

32.766 = 2'° < 40.000 < 2'® = 65.536. (6)

Usando cromossomos binarios de dimensao 16, di-
vidimos o intervalo de busca em 2'¢ partes iguais e
usamos uma mapeamento linear de cada seqiiéncia
bindria para um nimero z no intervalo?. Usando
a notagao bindria posicional (a mais comum),
cada possivel solugdo z.serd representada por uma
seqiiéncia 8 = [bigby4...bab1bo], onde cada b; €
{0,1}. A decodificagdo de um cromossomo ¢é feita
em duas etapas: primeiro converte-se o cromos-
somo da base 2 para base 10 de acordo com

8= [blsb“ .o

15
babibo] =Y b2 =z ()

=0

resultando num valor discreto 2 € R | 0 < <
218 1 = 65.535. No passo seguinte, # é mapeado
de volta ao espago de busca de acordo com:

max — zmm

216 - 1 5’ (8)

T = —Zmin +
onde z,,in e Zmax indicam os limites do in-
tervalo de busca e s&ao, neste exemplo, —2 e 2,
respectivamente. Obviamente, os cromossomos
[0000000000000000] e [1111111111111111) corres-
pondem a esses limites.

4.3 Populagao Inicial

O tamanho da populagdo é, neste exemplo, fi-
xada em N = 50 individuos. Conseqgiientemente,

2 Alternativamente pode-se dividir o espago de busca em
2161 partes iguais e duas partes menores para os extremos.

rétulo s z a(s)

8 0101000000000000  0,4924 0,3443
83 1110101100001010 1,6725 2,9669
83 0001101010111010 -1,5824 3,5244
84 1000111000010101  0,2201 4.7445

Tabela 1: Alguns individuos da populagdo inicial.

50 seqiiéncias de 16 bits cada sdo geradas aleato-
riamente para compor a populagio inicial. Para
a escolha de cada bit, basta simular o langamento
de uma moeda honesta; o processo é repetido 800
vezes.

4.4 Fungio de Adequabilidade

A fungdo de adequabilidade a(-) pode ser es-
colhida com alguma liberdade, mas deve obedecer
a uma série de condigdes. Primeiro, deve resultar
em um valor que, quanto maior, maiores as chances

"de sobrevivéncia e reprodugao do individuo. Além

disso, é conveniente que a(-) resulte sempre em va-
lores positivos, para facilitar a implementacéio do
processo de selegdo. Para um cromossomo s, ado-
temos a seguinte fungdo de adequabilidade:

o) =f@)+4,

que resulta sempre em valores positivos, conforme
se pode deduzir da Fig. 6. A Tabela 1 mostra 4 in-
dividuos (cromossomos) da populagdo inicial, bem
como os valores de z e da adequablhdade corres-
pondentes,

Para essa populagéo inicial, em nossa simulagao
o8 segumtes valores de adequabilidade foram obti-
dos: minimo = 0, 9808, médio = 3, 5583 ¢ maximo
= §,3750. Além disso, a soma total dos valores de
adequabilidade da popiilagdo, ou seja, Z,zl a(s;),
foi de 177,9153. A adequabilidade relativa de cada
individuo da populagdo ¢ entao facilmente calcu-
lada como:

a(s;) .
Zj'\;l a(s;)

4.5 Exemplos de Resultados

are(8i) = (10)

A adequabilidade relativa de cada individuo dé
uma medida da probabilidade do individuo sobre-
viver ao processo de selecdo. O método de selegio
mais conhecido é o chamado método da roleta,
em que se imagina uma roleta ficticia num cas-
sino fatidico onde, com base na adequabilidade de
cada individuo relativamente a populagéo, decide-
se se ele deve morrer ou sobreviver e produzir des-
cendentes. A roleta é girada e uma esfera é “jo-
gada” cada vez que se necessita selecionar um in-
dividuo. Uma caracteristica fundamental da roleta

[




rétulo  a,1(8)(%) mesp mopg

8 0,1935 0,0968 0
87 1,6676 0,8338 1
83 1,9809 1,9809 2
84 2,6667 1,3336 1

Tabela 2: Resultados da selegdo de alguns in-
dividuos da populagao inicial.

é que cada cavidade (“casa”) corresponde a um in-
dividuo, sendo a area da cavidade proporcional &
adequabilidade, de modo que individuos de maior
adequabilidade tém maior probabilidade de serem
selecionados.

Exemplo de uma roleta aparece na Fig. 7,
usando a populagédo de individuos da Fig. 3. Como
se trata de um processo probabilistico, individuos
ndo sdo necessariamente selecionados de acordo
com os valores de adequabilidade relativa. Con-
tudo, pode-se estimar o mimero de cpias de um
dado individuo, nesp, multiplicando-se a sua ade-
quabilidade relativa pelo tamanho da populagao.

Figura 7: Exemplo de roleta para sele¢ao.

Para os cromossomos da Tabela 1, a Tabela 2
mostra a adequabilidade relativa, o nimero espe-
rado de cépias devido ao processo de selecao e
o nimero de cépias realmente obtidas através do
método da roleta, n,;;. Neste exemplo, os re-
sultados concordaram com os valores preditos. O
processo de selegdo resulta numa populagéo tem-
poréria de N individuos.

Terminado o processo de selegdo, certos cro-
mossomos sdo extraidos aos pares da populagio
resultante para recombinagdo. Na simulagdo, a
probabilidade de um cromossomo sofrer recom-
binag¢do, prec, foi fixa em 0,8 e empregou-se so-
mente recombinagdo aleatoria de um ponto. Neste
processo, primeiro os cromossomos da populagao
sdo pareados aleatoriamente. Em seguida, usando
prec decide-se se cada par deve ou nao sofrer re-
combinagdo. Em caso afirmativo, escolhe-se um
ponto de corte aleatoriamente, e efetua-se a troca
de segmentos correspondentes.

Por exemplo, suponhamos que a cépia do cro-
mossomo sz seja pareada com a cdpia de 84, €
que se tenha decidido que o par deve sofrer re-
combinagdo. Gera-se entdo um niumero aleatério
entre 1 e £(8) — 1, onde £(s) dé o comprimento
da segiiéncia s, ou seja, 16 no caso deste exemplo.
Esse mimero é usado para indicar em que posigéo
0s cromossomos devem ser cortados e entado re-
combinados. Por exemplo, se for decidido que os
dltimos 5 bits devem ser trocados entre as copias
de 83 e 84 (cromossomos pais), 08 Cromossomos
filhos resultantes serao:

1110101100010101 e 1000111000001010

que poderao ou nio ser melhores (ter melhor ade-
quabilidade) que os pais.

O processo de mutacgédo pode ocorrer depois
de ou ao mesmo tempo que a recombinagdo. No
caso deste exemplo, fixou-se a probabilidade de
mutagdo pyyt em 0.01 para cada gene de modo
que, em média, ppyut X £(8) x N = 8 bits devem
sofrer mutagao a cada geragao. Obviamente, em se
tratando de mutagdo puramente aleatéria, o cro-
mossomo resultante poderd ter ou ndo maior valor
de adequabilidade.

4.6 Resultados Finais

Partindo-se de uma populagéo de N = 50 in-
dividuos gerados aleatoriamente, usando o método
da roleta para seleg@o e com probabilidades de re-
combinac¢io e mutagao fixadas em 0,8 e 0,01, res-
pectivamente, o méximo global foi encontrado com
a desejada precisdode 4 casas decimais na geragéo
de nmimero 48. A Fig. 8 mostra os valores da
fungdo f(-) para o melhor e o pior individuo da
popula¢do, bem como o valor médio, para um to-
tal de 50 geragdes. Como fica claro na figura, este
simples AG teve sucesso em obter o 6timo global
de f(-) em poucas gerages.

2 .
méximo
1} e NSNS T
rats/ s
~0} medio .
x| o
W » R '.“,.‘ /'-.
-1 F A LI YRR P S
N R N AR s
[N i) . 1] 2.
Per 3l Ve minimo
2 F 3 ‘: l'. : ‘::
[y 7
ap ¥
" i~
1 Geragao
_4 A A A A A A i A A
0O 5 10 15 20 25 30 35 40 45 50

Figura 8: Exemplo de roleta para selegao.

Neste caso, terminou-se a execucdo do AG
depois de 50 geragoes, e adotou-se o procedi-



mento de sempre memorizar o melhor individuo
obtido, independentemente do individuo estar ou
ndo presente na populagdo. Terminado o algo-
ritmo, decodifica-se este melhor individuo de volta
ao espaco de busca original. No caso desta si-
mulagéo, o melhor individuo, obtido na geragaode
niimero 48, foi
smelhor — 1010100010011111
com adequabilidade
a(smelhory — 5 7373

Decodificando-se o melhor

smelhor ohiem se
gmelhor — 2= = 1, 8893

que corresponde ao méaximo global com a desejada
precisdo.

No total, as 48 geracdes equivaleram a 48 X
50 = 2.400 individuos averiguados, represen-
tando 3,66% do espago de busca de 2*¢ possiveis
seqiiéncias. Considerando-se que tudo o que foi
feito consistiu em avaliar individuos, seleciona-
los com uma roleta ficticia, trocar partes de
seqiiéncias e mudar um ou outro bit eventual-
mente, os resultados podem parecer surpreenden-
tes. Na realidade, existem muitas variantes melho-
radas do algoritmo usado nesta simulagéo, e resul-
tados ainda mais expressivos podem ser obtidos,
ilustrando o poder dos algoritmos genéticos. Em
termos de tempo de processamento, o programa
usado aqui foi escrito em C, e 50 geragbes consu-
miram aproximadamente 0, 2s em uma estagao de
trabalho SUN-4.

Cromossomo

4.7 Detalhes de Implementagao

A implementagao do AG usado nesta simulagéo
& direta, e pode ser feita sem problemas em qual-
quer linguagem de programagéo como Pascal ou C.
Seqiiéncias binarias podem ser representadas fa-
cilmente como arranjos de inteiros, caracteres, ou
mesmo usando uma representacéo mais econémica
de 1 bit para cada gene. Em méquinas convencio-
nais onde um inteiro é representado por 2 bytes e
um caracter por 1, cada cromossomo ocuparia 32
bytes de memdria no primeiro caso, 16 bytes no
segundo, e somente 2 bytes com o mapeamento “1
bit = 1 gene”. Este mapeamento faz um uso mais
eficaz da memoria disponivel, mas torna os proces-
sos de codifica¢do e decodificagdo um pouco mais
complexos.

.5 Problemas Praticos dos AGs

5.1 Papel dos Operadores

Em AGs simples como o descrito na Fig. 2,
o papel dos operadores selegdo, recombinagao, e
mutagdo pode ser visto da seguinte maneira sim-
plista: o processo de selegéo copia individuos da

populagdo de modo proporcional & adequabilidade
relativa; recombinagdo combina pedagos de ma-
terial genético, na esperanga de que individuos
melhores que os pais sejam obtidos; finalmente,
mutagdo garante que todo o repertdrio genético
esteja representado na sinfonia evolutiva, ou seja,
garante que nenhum alelo desaparega para sempre
da populagao.

Se nao houvesse o processo de selegdo, os AGs,
além de perderem grande parte do carécter evolu-
tivo, seriam processos ineficientes similares a bus-
cas aleatérias. Sem recombinagdo, haveria so-
mente busca aleatéria a partir dos melhores ele-
mentos da populagao. Combinados, 0s processos
de selegdo e recombinagdo realizam uma espécie
de busca local nas proximidades dos melhores in-
dividuos da populagdo. Finalmente, sem mutagdo
os AGs efetuariam busca usando somente a in-
formagdo contida na populacao, e nao teriam como
repor material genético perdido durante o processo

“de selegio. Por exemplo, se o ponto étimo de uma

fungdo exigisse que os trés \ltimos elementos de
um cromossomo binario sejam 101, uma condigéo
necessaria para que um AG sem mutagdo tivesse
sucesso seria que pelo menos um individuo da po-
pulagao inicial tivesse a subseqiiéncia 101 nas de-
vidas posi¢des. Mesmo assim, sem mutagao essa
subseqiiéncia poderia desaparecer por completo da
populagdo devido a selegdo, e 0 AG néio poderia
otimizar a fungdo. Com mutagdo esse problema é,
pelo menos em principio, contornado.

5.2 Determinacéo de Parﬁrhetrbs

Num AG bésico, o usudrio deve definir o tama-
nho da populagdo, N, além das probabilidades de
recombinacgéo e mutagao, respectivamente, prec €
Pmut- Em AGs mais sofisticados, hd ainda mais
parametros, comprometendo parte da robustez dos
algoritmos. Infelizmente, nao ha regras claras para
a escolha desses parametros.

Quanto ao parametro N, a intuigao indica que
“quanto mais, melhor”, uma vez que, em iltima
andlise, com uma populagdo infinita cobrindo todo
o espaco de busca, a solu¢do Stima seria obtida
na primeira geragdo. Na prética, é 6bvio, temos
que nos consignar com populagdes finitas. Par-
tindo da analise de esquemas, Goldberg concluiu
que, para cromossomos bindrios de comprimento
¢, o tamanho étimo deve ser uma fungéo exponen-
cial de ¢ [52]. Na pratica, valores da ordem de
50 a 200 cromossomos resolvem a maior parte dos
problemas, mas populagdes maiores podem ser ne-
cessirias para problemas mais complexos, como é
o caso da geragdo automatica de programas [90].
Em [126], consideram-se problemas onde peque-
nas populagdes sdo necessérias, geralmente em ca-
808 em que a avaliagao de um cromossomo € ex-
cessivamente lenta. Nesses casos, propoe-se um
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método intuitivo de escolha da populag¢ao inicial
de modo que 0s cromossomos representem a maior
drea possivel no espago de busca.

Em relagdo as probabilidades de recombinagéao
e mutagdo, estudos empiricos [36] tém mostrado
que bons resultados geralmente sdo obtidos com
alto valor de prec (> 0,7) e baixo valor para pp,t
(geralmente < 0,01). Métodos adaptativos sdo
apresentados na préxima segao.

5.3 Erros de Amostragem

A selecao implementada pelo método da ro-
leta é sujeita a erros de amostragem. Por exem-
plo, na idéia proposta é totalmente aceitdvel que,
numa populagao de, digamos, 100 individuos, exa-
tamente 100 cépias do pior individuo sejam ob-
tidas. Erros de amostragem podem resultar na
perda de informac&o genética importante e a resul-
tados de baixa qualidade. Métodos de atenuacio
desses erros sao revisados na préxima segao.

5.4 Convergéncia Prematura

Usando o modelo do AG simples para a oti-
mizagdo de fung¢bes multimodais, um fenoémeno
que se observa comumente é que o AG converge
muito rapidamente (em umas poucas dezenas de
geragdes) para um ponto de alta qualidade, mas
nao o 4timo global, num fenémeno denominado
convergéncia prematura.

Por exemplo, suponhamos que na populagao
inicial um dado individuo préximo de um étimo
local, mas nao global, tenha um valor de adequa-
bilidade muito maior que o restante da populagéo.
Devido ao processo de selecdo, tal super-individuo
tera varios descendentes na préxima geragao. Em
casos extremos, individuos préximos ao 6timo glo-
bal mas com baixa adequabilidade relativa, po-
dem ser completamente extintos, o que geralmente
resulta em convergéncia da populagdo para um
4timo local nao-global.

Assim sendo, convergéncia prematura esta inti-
mamente relacionada com a perda de diversidade
da populagdo. Em CE, diversidade ¢ um conceito
abstrato que indica o grau em que as mais diversas
regides do espaco de busca estao representadas na
populagdo, ou seja, o quao variada é a populagao.

5.5 Balanco Exploracao-Exploracéao

Um dilema fundamental em AGs é o cha-
mado bdalango ezploracao-ezploragio. Infeliz-
mente, a traducao para o portugués perde a su-
tileza do original em inglés, “balance exploration-
exploitation”, que seria o balango entre “explorar”
no sentido de investigar regioes desconhecidas do
espago de busca, e “explorar” no sentido de usu-

fruir do conhecimento genético de individuos da
populagao.

Basicamente, recombinagdo usa a bagagem
genética de individuos, ao passo que mutacéo faz
uma busca aleatdria no espago de busca. Deste
modo, recombinacao “exploits” individuos, e rea-
liza uma busca local, enquanto que mutagdo “ex-
plores” novas regides, realizando uma busca glo-
bal. Muita “exploracdo= exploitation” e pouca
“exploragdo= exploration” acelera a convergéncia,
mas pode tornar a busca demasiadamente loca-
lizada, ineficaz para ambientes multimodais; no
caso oposto, a busca pode ficar desordenada e
assemelhar-se a uma busca aleatéria. :

5.6 Tempo de Processamento

Um obstdculo a grande parte das aplicagbes
praticas dos AGs é o excessivo tempo de processa-
mento. Em geral, a culpa néo é dos AGs em si, mas
do problema em questdo. Geralmente AGs conse-
guem obter solugdes no minimo sub-6timas inves-
tigando apenas uma fra¢ao do espago de busca.
Quando o espago de busca é demasiadamente am-
plo, porém, a busca genética pode ser excessiva-
mente lenta.

Em minha experiéncia, a maior parte do
tempo de processamento em aplica¢des de AGs
é gasta na computag¢ao da adequabilidade dos in-
dividuos. Por exemplo, se um cromossomo repre-
senta parametros da asa de um aviao, o célculo
da adequabilidade pode requerer uma andlise de
elementos finitos que pode levar horas num com-
putador. Possiveis solugdes sao os AGs paralelos,
que sao descritos na préxima segao.

5.7 Problemas Enganadores

Em [94], quatro razbes que podem evitar que
um AG encontre o 6timo global de uma fungao fo-
ram citadas: a) representa¢ac cromossémica nao-
apropriada, b) grandes erros de amostragem, c)
efeito destrutivo da recombinagéo, e d) o problema
é enganador (“deceptive”, em inglés). Problemas
enganadores, que surgem principalmente com cro-
mossomos binarios, enganam a busca genética e
tendem a fazer o AG convergir para uma solugio
que ndo é globalmente 6tima. Nesses problemas,
ha fragmentos cromossdémicos que tém alta ade-
quabilidade em separado mas que, juntos, formam
uma solugdo ndo-6tima [35, 65, 94].

Uma estratégia para enfrentar problemas en-
ganadores é aplicar uma transformagéo do espago
de busca, de modo que o problema se torne mais
facil para AGs. Em [94], um método usando uma
transformacao linear é descrito. Qutra idéia séo
os AGs bagungados (“messy GAs”) [58], que sao
eficazes para muitos problemas enganadores.




6 Variacoes de AGs

Conforme explicado na segao anterior, o AG
simples descrito acima sofre de vérios problemas.
Para aumentar a eficiéncia da busca genética,
desde h4 varios anos a literatura técnica tem sido
inundada por um numero enorme de variagoes de
AGs, e algumas das técnicas mais eficazes séo apre-
sentadas aqui.

6.1 Escalamento de Adequabilidade

A escolha de uma fungdo de adequabilidade
apropriada para cada problema é fundamental.
Em problemas de maximizagdo onde a fungéo a
ser otimizada dd sempre valores reais e positivos,
had uma tentagéo natural em se usar essa fungdo
como uma medida de adequabilidade®, o que nem
sempre é uma estratégia inteligente,

O mapeamento fungio objetivo — fungdo ade-
quabilidade deve ser feito com cuidado. Em pri-
meiro lugar, por uma questio semantica, é interes-
sante que a adequabilidade de um individuo seja
tal que, quanto mais alta, maiores sejam as chan-
ces de sobrevivéncia?. Em segundo lugar, varios
métodos de selegao exigem que os valores de ade-
quabilidade sejam sempre positivos, como é evi-
dente no método da roleta.

Problemas de minimizagao podem ser conver-
tidos facilmente em problemas de maximiza¢ao
através de uma simples mudanca de sinal. Valo-
res negativos de adequabilidade podem ser obtidos
somando-se um certo valor minimo a todos os va-
lores crus de adequabilidade. .

Nas primeiras geragdes da execugdo de um AG,
¢ interessante que a sele¢do nao seja um processo
muito rigoroso, de modo que mesmo individuos de
baixa qualidade relativa tenham alguma chance de
evoluir. Em jargao técnico, é interessante que a
pressio seletiva seja baixa no inicio do processo
evolutivo. Quando a populagéo j& estd madura,
depois de muitas geragdes, os individuos tendem
a ter valores de adequabilidade muito préximos, o
que acaba dificultando que os melhores individuos
se destaquem na populagdo. Em outras palavras,
nas tltimas geracoes é interessante aumentar a
pressio seletiva.

A pressio seletiva estd implicitamente rela-
cionada com a diversidade da populagdo. Alta
pressao seletiva tende a fazer a diversidade cair
rapidamente, levando a populagdo a convergir em
poucas geragdes, o que pode resultar em con-
vergéncia prematura. Por outro lado, uma baixa
pressdo seletiva pode tornar o processo de busca

3Essa escolha é referida neste artigo como “adequabili-
" dade crua”.

4Alguns autores (por exemplo, Koza [90]), estranha-
mente preferiram corromper o significado do vocdbulo, e
buscam individuos de baixa adequabilidade.

proibitivamente lento.

6.1.1 Escalamento Linear

Uma maneira ficil de se controlar a pressao se-
letiva é o escalamento da funcdo de adequabili-
dade. Goldberg propds o seguinte mapeamento
linear [56]:

a(-)=af()+8 (11)

onde a(-) e f(-) sdo as fungdes de adequabilidade
e objetivo (ou adequabilidade crua), respectiva-
mente, e o e 3 sdo coeficientes determinados para
cada geracdo. Dados os valores minimo, médio
e méximo de f(-) e um parametro v indicando a
razdo desejada entre a adequabilidade do melhor
individuo e a adequabilidade média, a e 3 séo cal-
culados assim:

e finin > med —Jmex - p)
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Traduzindo em palavras, a idéia expressada na
Eq. (13) é efetuar o mapeamento linear de modo
que individuos de adequabilidade crua média con-
tinuem na média apés o escalamento e que, se
possivel, o0 maximo valor da adequabilidade esca-
lada seja igual ao valor médio vezes y. Se, porém,
esta \iltima condigao implicar em valores negativos
de adequabilidade, conforme verificado em (12),
entdao os coeficientes a e B s@o determinados de
modo a mapear o minimo valor de adequabilidade
crua para o valor 0 (Eq. (14)). Valores de ¥ en-
tre 1,2 e 2 sdo recomendados. Métodos de esca-
lamento evitam que alguns super-individuos domi-
nem a populagao no inicio da busca, e geralmente
produzem melhores resultados na otimizagéo de
funcgdes multimodais.

6.1.2 “Janela” de Adequabilidade

Neste método, subtrai-se o menor valor da ade-
quabilidade crua de todos os valores antes do
processo de selecdo, de modo que o pior in-
dividuo fica impossibilitado de ter descendentes
na préxima geragio. Este método é de imple-
mentagdo simplissima, e diminui um pouco a
pressao seletiva, embora nao seja tio eficaz quanto
o escalamento linear.




6.1.3 Graduagao

De modo a evitar varia¢des indesejaveis na pressao
geletiva, Baker propés uma medida de adequabili-
dade parcialmente desassociada da fungao objetivo
[12). Os cromossomos séo ordenados de acordo
com os valores da fungao objetivo, de modo que o
primeiro cromossomo seja o melhor, o segundo seja
o segundo melhor, e assim por diante; ou seja, os
cromossomos sao graduados (“ranked”) e os valo-
res de adequabilidade sdo atribuidos baseados so-
mente na ordem,

Por exemplo, numa populagao de 100 in-
dividuos, um método simples seria atribuir ade-
quabilidade 100 para o melhor individuo, 99 para
o seguinte, e assim por diante.

A eficdcia desse método é ainda polémica den-
tro da comunidade dos AGs [56, 153], mas mui-
tas implementagdes priticas de AGs possuem essa
opgao de método de selegdo.

6.1.4 Corte o

De modo a evitar que individuos muito ruins se-
jam reproduzidos por erros de amostragem, um
método simples é “cortar” todos os pontos cuja
adequabilidade seja menor que a média por mais
do que um valor fixo, especificado em termos do
desvio padrao(geralmente representado pela letra
‘c’). Por exemplo, pode-se atribuir adequabili-
dade = 0 para todos os individuos com adequa-
bilidade menor que a média menos duas vezes o
desvio. padrao.

6.1.5 “Nicho” e Compartilhamento

O processo seletivo na maior parte dos AGs é ex-
tremamente impiedoso: todos os individuos com-
petem entre si, sempre favorecendo os individuos
mais “fortes” da populagdo. Na natureza, con-
tudo, espécies distintas e que tenham diferentes
papéis (nichos) ecolégicos nao competem entre si
e podem conviver num mesmo ambiente.

Essa idéia levou ao conceito de compartilha-
mento (“sharing”) [55], em que a adequabilidade
dos individuos ¢ modificada de tal modo a dimi-
nuir o nivel de competicdo entre individuos que
estejam distantes no espago de busca. Por exem-
plo, Goldberg e Richardson propuseram a seguinte
func¢ao de adequabilidade

: f(=z3)
e Al =i — =5 1)

onde || z — y || denota a distancia Euclidiana entre
os pontos, e A(-) é a fungdo de compartilhamento,
que deve ser uma fungdo decrescente da distancia
entre os pontos. E comum que A(-) seja escalada
de modo a resultar em 1 para a menor distancia en-

a(z;) =

(15)

tre dois individuos da populagdo e 0 para a maior
distancia. :

Na otimiza¢do de uma fungdo multimodal, o
compartilhamento resulta na formagao de subpo-
pulagdes de individuos concentrados nos picos da
fun¢do. Sem compartilhamento, a tendéncia do
AG seria convergir para um tnico pico, ndo neces-
sariamente o mais alto. Além disso, o mimero de
individuos em cada subpopulagao é proporcional a
altura relativa dos pico correspondente, conforme
indicado na Fig. 9. ’

m A

fungiio objetivo

niimero de individuos

X
>

Figura 9: AG com compartilhamento. Subpo-
pulacdes se concentram préximo aos picos, con-
forme indicam os histogramas.

Contra esse método pesam os fatos de que o
calculo das distancias requer consideravel tempo
de processamento (O(N?/2)), e a pratica demons-
tra que as subpopula¢des, embora préximas aos
Stimos locais, geralmente nao convergem para eles.

6.2 Selecao com Baixo Erro de Amostra-
gem

DeJong [36] realizou um drduo estudo empirico
de vérios métodos de selegao.

6.2.1 Modelo do Valor Esperado

Neste modelo, as vezes também denominado amos-
tragem estocdstica sem reposi¢do, primeiramente
para cada individuo calcula-se o nimero esperado
de cépias a partir do valor da adequabilidade re-
lativa computada pela Eq. 3. Em seguida, cada
vez que um individuo é selecionado (pelo método
da roleta, por exemplo), subtrai-se 1 do corres-
pondente nimero de cdpias. Se esse mimero for
negativo ou nulo, o correspondente individuo fica
proibido de ser selecionado novamente. Assim,
garante-se que o numero de cépias que cada in-
dividuo recebe nao pode exceder 1+ a parte inteira
do mimero esperado de cdpias.




Método de Selegao
8 Resp R D E RE T
8 0,8 |0a5 1 Ooul 0a2 0ab
s2 1,6 [|0ad 2 1ou2 1a3 0ah
83 1,2 |0a5 1 1ou2 1a3 0ab
84 1,0 |0ab5 1 1 1 0ab
ss 0,4 0a5 0 Ooul 0a2 0

Tabela 3: Nimero de cépias para varios métodos
de selegdo. R = roleta, D = deterministica, E =
esperado, RE = resto estocastico, T = torneio.

6.2.2 Modelo de
minfstica

Amostragem Deter-

Como no método anterior, primeiro calcula-se o
nimero esperado de cépias para cada individuo.
De modo deterministico, alocam-se cSpias corres-
pondentes as partes inteiras dos valores esperados.
As partes fracionarias sdo entdo colocadas em or-
dem decrescente, e as cdpias restantes sdo entdo
extraidas a partir do topo dessa lista, uma a uma.
Ou seja, a selegdo é totalmente deterministica, sem
depender da sorte.

6.2.3 Modelo do Resto Estocédstico

Igual ao caso anterior, mas as partes fracionarias
dos nimeros de cdpias esperadas sdo usados para
compor uma roleta, a partir da qual as cépias res-
tantes sao selecionadas.

6.2.4 Modelo de Torneio Estocéastico

Neste método, usa-se 0 método da roleta para ex-
trair um par de individuos por vez, mas apenas o
melhor de cada par (o de maior valor de adequa-
bilidade) é realmente selecionado.
Varios outros métodos podem ser imaginados.
Nao existe um consenso sobre o melhor e mais
“Justo método de selecdo, mas eu tenho usado o
modelo do resto estocdstico com sucesso. A Ta-
bela 3 indica o mimero de cépias obtidas para cada
método de selegdo para uma pequena populagio de
N = 5 individuos com adequabilidades a(s,) = 4,
a(s1) = 8, a(s1) = 6, a(s1) = 5, e a(s1) = 2,0 que
dd uma média de 5. E evidente que o método da
roleta, embora amplamente utilizado, d4 margem
a potencialmente nocivos erros de amostragem.

6.3 Outros Modelos Populacionais

Ao invés de somente produzir uma nova po-
pulacdo e substituir a populagao anterior, existem
vérias alternativas. DeJong propés substituir ape-
nas uma fracdo da populagdo por iteragdo[36], mas
isso 86 vem a aumentar o nimero de parametros
que o usudrio tem de escolher.

- 6.3.1 Elimina¢ao de Duplicatas

Modelos como o AG simples descrito na Fig. 2
permitem rdpida perda de diversidade na prética.
Para atenuar esse fendmeno, uma alternativa ébvia
¢ eliminar a possibilidade de duplicatas na po-
pulagdo[33]. Se, por exemplo, houver cromossomos
duplicados depois de executados os processos de
selegdo, recombinagdo, e mutagao, entao as dupli-
catas sao eliminadas e novos cromossomos séo ge-
rados para completar a popula¢do. Obviamente, o
tempo de processamento de cada gera¢do aumenta
devido a necessidade se comparar cada individuo
com o restante da populagao.

6.3.2 Estratégias Elitistas

Neste modelo, amplamente utilizado, garante-se
que os melhores individuos de uma geracéo sem-
pre aparecerao na geragao seguinte. Ou seja, se
a elite da populagdo corrente ndo estiver presente
na préxima populacao em decorréncia de alguma
operagdo genética, entdo os elementos ausentes
sao inseridos artificialmente no lugar dos piores
individuos. O método mais comum de elitismo
supervisiona apenas o melhor individuo da po-
pulacdo, mas para grandes populagdes pode ser in-
teressante garantir que, digamos, o8 dez melhores
individuos sempre estejam presentes na préxima
geragao.

6.3.3 Reprodugao de Estado Estével

Ao invés de substituir toda a populagdo de uma
vez, este modelo pressupde que somente alguns in-
dividuos devam ser trocados a cada geragao[153,
143, 33, 144). No caso mais simples, insere-se
apenas um individuo por vez no lugar do pior in-
dividuo da populagéo atual.

6.3.4 Modelo de Geracao Continua

A idéia basica deste modelo é permitir a sobre-
vivéncia dos “pais” de boa qualidade. Conforme
indicado na Fig. 10, primeiro a populagao atual
é copiada®, e uma outra populagdo temporaria ¢
gerada através de recombina¢do e mutagdo. A
partir de uma populagdo atual de N individuos,
um total de 2N individuos sdo assim gerados. Fi-
nalmente, N individuos sdo selecionados a partir
dos 2N usando-se um método de selegio qualquer
[103, 145]. Embora seja apelativo, este método re-
quer o dobro de computacoes de adequabilidade
por geracao.

5Obviamente trata-se de uma cépia virtual, pois na
prética ndo h4 necessidade de duplicar-se cada individuo.
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Figura 10: Modelo de gera¢do continua. A po-
pulagdo seguinte é selecionada a partir da po-
pulagdo atual e de individuos gerados por recom-
binagdo e mutagao.

6.3.5 Genocidio Periédico

Em problemas prdticos, muitas vezes o tempo
de computagdo nos obriga a usar pequenas po-
pulagdes. Isso, porém, pode implicar amostra-
gem imparcial na populagao inicial, além de rdpida
perda de diversidade. Nesses casos, um procedi-
mento de ficil implementagéo é o genocidio (mi-
nha tradugio do inglés “decimation”), em que, de
tempos em tempos, a populagio de N individuos
é aumentada para, digamos, 10N e, em seguida,
novamente reduzida para N individuos através de
uma selegdo rigorosa que “mata” 9N individuos
em excesso. Os individuos adicionais podem ser
gerados por recombinagao, mutagdo, ou simples-
mente aleatoriamente. Embora seja apelativa, esta
idéia introduz uma série de novos problemas, como
a freqiiéncia ideal de genocidio, em quanto se deve
aumentar a populagao e como, etc.

6.3.6 Super-Selecao

Neste método, divide-se uma grande populagao em
subpopulagdes de acordo com o nivel de adequabi-
lidade, e fixa-se o percentual de individuos a serem
gerados a partir de cada subpopulagao, de modo
a amenizar erros de amostragem e acelerar a con-
vergéncia. Por exemplo, pode-se dividir uma po-
pulagao de 2.000 individuos em 3 subpopulagdes, a
primeira contendo os 100 melhores, a segunda ou-
tros 400 e a terceira, os 1.500 piores individuos, e
entdo gerar-se 500, 700, e 1.200 individuos a partir
das primeira, segunda, e terceira subpopulagdes,
respectivamente [90)].

6.4 Melhores Cédigos

Os chamados “Cédigos de Gray” fornecem
uma atraente alternativa aos cédigos binarios po-

sicionais discutidos até agora. Nos cédigos de
Gray, mimeros consecutivos sio representados por
seqiiéncias que diferem num dtnico bit [50]. Por
exemplo, os nimeros de 0 a 7 séo representados em
trés bits por {000,001,010,011,100,101,110,111}
usando o cddigo bindrio posicional, e por
{000, 001,011,010, 110,111,101, 100} nos cédigos
de Gray mais simples®.

Hollstien propés o uso de cédigos de Gray em
AGs aplicados & otimizagao de fungdes[79], e ou-
tras aplicacbes demonstram que esses cédigos de
fato minimizam o fenémenos das colinas de Ham-
ming [145]. A conversdo entre cédigos binarios po-
sicionais e os de Gray é um processo simples, que
pode ser facilmente incluido em qualquer AG [120].

Em varias aplica¢bes cromossomos bindrios nao
sao apropriados. H4 muitos AGs propostos na lite-
ratura onde os gendtipos envolvem mimeros intei-
ros [103, 147, 148, 149] ou nlimeros reais {103, 145].

6.5 AGs Paralelos e Distribuidos

Conforme explicado anteriormente, um dos
pontos fracos dos AGs é a baixa velocidade de
execucdo, problema que é particularmente enfa-
tizado com grandes populages. Desde o fim da
década passada, varios modelos de implementagao
de AGs em computadores paralelos ou em redes
de computadores tém sido propostos [28, 108, 109,
110, 116, 146].

Ha4 basicamente duas categorias de AGs parale-
los: os AGs insulares (que usam o modelo da ilha) e
os AGs celulares, muitas vezes referidos como AGs
massivamente paralelos ou AGs de granularidade
fina {60], mas que podem ser considerados como
uma subclasse de automata celulares [25, 151, 155).

6.5.1 AGs Insulares

Estes sao talvez os modelos mais simples e apela-
tivos, em que a populagdo ¢ particionada em sub-
populagdes e cada subpopulagdo de individuos é
atribuida a um processador de um computador
paralelo com memdria distribuida. Cada proces-
sador executa um AG convencional em sua sub-
populagéo, mas periodicamente envia cépias dos
melhores individuos para um processador vizinho,
recebendo cépias dos melhores individuos do vizi-
nho em troca. As cdpias recebidas sao, em geral,
usadas para substituir os piores elementos da sub-
populagdo, e o processo continua até que algum
critério de término seja satisfeito. Esse processo
de troca de individuos entre subpopulagdes “ilha-
das” é denominado migragio, conforme ilustrado
na Fig. 11.

E evidente que o tempo de processamento em
AGs cresce com o tamanho da populacdo. As-

6H3i, na realidade, miltiplos cédigos de Gray, mas os
descritos no texto sdo os mais comuns.
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Figura 11: Esquema de um AG insular num com-
putador hiperciibico de quarta dimensao. (a) Cada
processador tem sua prépria subpopulagao e exe-
cuta um AG. (b) Os melhores individuos de cada
subpopulagdo migram periodicamente para pro-
cessadores vizinhos.

sim sendo, pequenas subpopulacdes tendem a con-
vergir rapidamente quando isoladas, espelhando a
hipdtese evolucionista conhecida como Egquilibrios
Pontuados, em que se propde que 0 Processo evo-
lutivo nao seja gradual, mas sim ocorra aos saltos
[39). O uso da migrago visa a dar um carécter
global a busca, perturbando o equilibrio de cada
subpopulagao[28].

Aceleracéio quase linear em relagdoao nimero
de processadores empregados foi relatada por Ta-
nese usando um computador paralelo com rede
hipercibica [146]. Eu também tenho investigado
AGs insulares, e obtive resultados similares usando
um computador com 512 processadores conectados
numa malha toroidal.

O estudo de estratégias eficientes de parale-
lizagdo, como a estimagdo da freqiiéncia ideal de
migragao, etc., ainda sao assuntos abertos a inves-
tigagao,

6.5.2 AGs Celulares

Outros paradigmas de AGs paralelos tém sido pro-
postos, notadamente por Miihlenbein, cuja idéia
bésica é ter uma vnica populagao em que cada
individuo realize busca local por “hill-climbing”

automatum
celular
cada 1 indiv.
processador
(a)
vizinhanga
para selegao Q‘

/A N

VU N

(b)

Figura 12: Esquema de um AG celular num com-
putador paralelo de malha toroidal. (a) Cada pro-
cessador tem apenas um individuo e equivale a
uma méquina estocastica de estados finitos. (b)
Cada processador executa selegdo e recombinagao
em sua vizinhanga.

[108, 109, 110] em sua vizinhanga.

Neste modelo, ilustrado na Fig. 12, idealmente
cada processadof de um computador massiva-
mente paralelo controla um sé individuo. A po-
pulagdo é distribuida numa superficie geografica
virtual, na maioria das vezes correspondendo a
uma malha retangular, que pode ou néo refle-
tir o padrao de conectividade dos processadores.
Cada processador seleciona um elemento em sua
vizinhanca, executa as operagdes de recombinagao
e mutagdo com algum outro vizinho, e escolhe
o melhor entre os fithos resultantes. Como néo
ha necessidade de globalizagdo do processamento,
a busca se torna assincrona e a populagdo to-
tal tende a manter um bom nivel de diversidade
[108, 109, 110].

6.6 Operadores Melhorados

Um grande nimero de operadores genéticos
tem sido proposto na literatura. Na grande maio-
ria, tratam-se de operadores especificos para um
dado problema e uma dada representagdo cro-
mossomica [103, 137], mas hd também operadores
de uso geral.




6.6.1 Variacoes de Recombinagao

Uma variante de recombinagdo é fazer o parea-
mento dos cromossomos de acordo com o grau de
adequabilidade, ao invés do simples pareamento
aleatério. Ou seja, individuos de alta qualidade
pareiam com outros individuos de alta qualidade,
e vice-versa. Esta idéia geralmente aumenta a ve-
locidade de convergéncia as custas de perda de po-
der de busca global.

Outra alternativa de recombinagéo é o uso de
dois ou mais pontos de corte [36, 56, 140]. In-
felizmente, a eficiéncia desses operadores é ainda
assunto de debate.

Por outro lado, a recombinagdo uniforme, pro-
posta originalmente por Syswerda [143] tem ga-
nho muitos adeptos ultimamente, por ser supe-
rior & recombinacdo de um ou dois pontos. A
idéia foi originalmente desenvolvida para cromos-
somos bindrios, mas existem extensdes para outros
dominios. Com recombinagao uniforme, primeiro
gera-se um padrao binario aleatério do mesmo
comprimento dos cromossomos. Este padrao é
entao interpretado de modo que cada ‘1’ indica que
os genes correspondentes nos cromossomos pais de-
vem ser trocados, ao passo que ‘0’s indicam que os
genes correspondentes nao sao trocados.

Por exemplo, tomemos dois cromossomos 8; =
10101010 e s = 11110000, e suponhamos que o
seguinte padrao de recombinacdo srec = 01100110
tenha sido gerado aleatoriamente. Por conse-
guinte, da esquerda para a direita, os segundo,
terceiro, sexto e sétimo genes devem ser troca-

dos, resultando nos cromossomos 8; = 11101000
e 82 = 10110010.

6.6.2 Operadores Adaptativos

Até o momento, a busca de operadores adaptati-
vos de uso geral ndo produziu muitos resultados.
Um método pelos menos conceitualmente interes-
sante é o de otimizar os parametros de um AG
usando um outro AG, chamado de meta-AG [62].
O método, originalmente proposto por Grefens-
tette, tem tido uns poucos seguidores, mas peca
pela ineficiéncia. Uns poucos outros métodos tem
sido desenvolvidos, mas em geral tém baixo desem-
penho [133].

Em [11] sugere-se o uso dos cédigos de Gray
com probabilidade de mutagdo constante e igual
a 1/¢, onde ¢ é o comprimento de um cro-
mossomo em bits, para problemas de otimizagao
de fun¢des unimodais com cromossomos binarios.
Para fungdes multimodais, contudo, argumenta-se
que é necessdrio variar a probabilidade de mutag¢ao
de modo a evitar 6timos locais, mas nao se chega
a nenhuma conclusdo mais concreta.

6.6.3 Mais Operadores

Outros operadores incluem, entre outros, per-
mutagdo [56, 114), inversdo [75, 56, e diploidismo
[138]. Infelizmente, ndo existe uma base tedrica de
quais séo os melhores operadores e quando aplica-
los a problemas praticos gerais.

6.7 Computadores Genéticos

O advento de dispositivos légicos programaveis,
particularmente os FPGAs [8], aumentou consi-
deravelmente as possibilidades de implementagao
em “hardware” de muitos algoritmos, com ganhos
de até 3 ordens de magnitude em velocidade de
execugdo em relacdo aos mesmos algoritmos exe-
cutados em “software” [24]. Uma tentativa pio-
neira de implementagdo de um AG em “hard-
ware” usando técnicas de “pipelining” e parale-
lismo é descrita em [132]. Atualmente, em meu
laboratério o protétipo de um computador para-
lelo do tipo SIMD (“single-instruction-multiple-
data”), especifico para aplicagdes de AGs, estd
sendo desenvolvido.

7 Areas de Aplicacéo
7.1 Problemas Clédssicos -

Muitos problemas cldssicos de otimizagio com-
binatéria sio NP, ou seja, nao-polinomiais, indi-
cando que o espaco de busca cresce exponencial-
mente com as dimensdes do problema [84, 85, 95].
Exemplos cldssicos incluem o problema do ven-
dedor ambulante (PVA ou “traveling salesman
problem”, TSP) [93, 95], o problema da mochila
(“knapsack problem”), o problema do depdsito
(“bin packing”) [95], roteamento de veiculos [22],
etc.

Embora se acredite que os problemas consi-
derados NP sao e serdo sempre intrataveis, nao
importa quanto a ciéncia de computagao evo-
lua, hd um resultado interessante que diz que, se
um algoritmo eficiente para um dado problema
NP existir, entdo o algoritmo poderd ser modifi-
cado para resolver todos os outros problemas NP
também [84]. Por conseguinte, é sempre interes-
sante aplicar técnicas de otimizagao a problemas
NP cldssicos, de modo que se possa ter uma idéia
do potencial de cada método para resolver proble-
mas combinatoriais que aparecem na pratica.

No caso do PVA, ha um vendedor ambulante
que deve visitar um conjunto de cidades, e vol-
tar & origem cobrindo a menor distancia possivel.
Cada cidade deve ser visitada uma e sé uma vez.
Um PVA com n cidades tem espago de busca com
(n—1)!/2 possiveis rotas, o que dd um nimero for-
midadvel mesmo para poucas cidades. Para n = 30,




hé um total de 4,42 x 10%° rotas distintas. Com
um computador capaz de analisar um milhdo de
rotas por segundo, busca exaustiva iria levar nada
menos que o equivalente a 107 vezes a idade do
universo!

" A literatura é repleta de solugSes para casos
com até alguns milhares de cidades [93, 96]. AGs
com representagdo apropriada e operadores es-
pecificos tém sido aplicados a problemas de di-
mensdes mais modestas (tipicamente problemas
com umas poucas dezenas de cidades), com rela-
tivo sucesso [61, 83, 114].

7.2 Planejamento de Tarefas

Este ¢ um campo interessante e importante
na pritica. O problema mais representativo
é o chamado “job-shop scheduling”, grosseira-
mente traduzido aqui como planejamento de tare-
fas numa fabrica. Neste problema, ha uma fabrica
com maquinas capazes de executar uma série de
operagdes especificas. A fdbrica recebe encomen-
das de produtos que consomem um determinado
tempo de cada méquina, e hd operagdes que de-
vem ser executadas em seqiiéncia. O problema é
como planejar o uso das méquinas de modo a dar
conta das encomendas no menor tempo possivel,
evitando também que maquinas fiquem ociosas du-
rante o processo. Este problema tem sido resolvido
por AGs com relativo sucesso [27, 32, 42, 111}, em-
bora exija uma representagido cromossomica e ope-
radores relativamente sofisticados.

7.2.1 Outros Problemas de Planejamento

Outros exemplos de uso de AGs para solugao
de problemas de planejamento incluem: planeja-
mento de horarios de provas numa universidade
[41), planejamento de mao-de-obra [148, 149], e ro-
teamento de veiculos [21, 150]. Devido & comple-
xidade e restrigdes desses problemas, geralmente
¢ necessario desenvolver representagdes e operado-
res sofisticados que embutam conhecimento sobre
o problema a ser resolvido [63].

7.3 Sintese de Redes Neurais

Entre as muitas configuragdes existentes para
redes neurais artificiais, a2 arquitetura mais popu-
lar é o perceptron multi-camadas (PMC) (“multi-
layer perceptron”), devido a sua simplicidade, fle-
xibilidade, e amplo campo de aplicagéo [131]. Con-
tudo, aplicagdes praticas de MLP envolvem etapas
altamente experimentais, com cansativos e inefi-
cientes processos de tentativa e erro.

Primeiro, deve-se especificar a arquitetura do
PMC, o nimero de camadas, nés (neurdnios), e
o padrio de conectividade entre os nés. Depois,

¢ necessario especificar os parametros de aprendi-
zagem, 08 pesos iniciais, e entéo efetuar o treino,
geralmente usando um método de gradiente. Este
processo ¢ lento, depende de sorte e procedimen-
tos heuristicos, e deve ser repetido até que o dese-
jado grau de desempenho seja atingido. H4 varios
problemas ébvios com tal procedimento. Para me-
lhoré-lo, AGs tém sido propostos com trés objeti-
vos distintos: determinagao dos pesos de um PMC
de configuragdo conhecida, determinagao da confi-
guragdo de um PMC para resolver um dado pro-
blema, e determinagio da configuragao e pesos.

7.3.1 AGs para Aprendizagem

Geralmente o treino de PMCs é realizado por al-
gum método de gradiente, quase sempre uma va-
riante da regra delta, usando o algoritmo de pro-
pagacio retrégrade (“backpropagation”) para o
célculo de derivadas parciais [131].

Embora esse método seja eficaz em muitos ca-
sos, algoritmos de gradiente somente buscam um
minimo local da superficie de erros de um PMC,
e geralmente tal superficie é extremamente com-
plexa e multimodal.

Com o objetivo de proporcionar uma busca
mais global, AGs podem ser empregados para de-
terminagao dos pesos de um PMC de configuragao
especificada [87, 107, 154]. Nesse caso, uma po-
pulacio de PMCs de mesma arquitetura é usada,
ou seja, cada PMC com seus pesos constitui um
individuo. Os pesos podem ser representados por
longas seqiiéncias binarias ou nimeros reais. A
avaliacdo de cada individuo é feita com base num
conjunto de padrdes para teste, de modo que a
adequabilidade seja uma fungdo decrescente do
erro quadratico. Testes conduzidos com proble-
mas simples de reconhecimento de padrdes produ-
ziram resultados inconclusivos. Em [87], Kitano
mostrou experimentalmente que AGs sao mais len-
tos que algoritmos rdpidos para treino de PMCs,
como o “quickprop” [40], e propos usar AGs so-
mente para busca global no inicio do treino, e entéo
um método de gradiente convencional para busca
local.

7.3.2 AGs para Determinagao da Arquite-
tura

Uma outra aplicagao interessante de AGs é a de-
terminagdo de boas arquiteturas de PMCs para
uma determinada tarefa. Em [67, 68], cada in-
dividuo corresponde & planta de um PMC, ou seja,
o nimero de camadas, mimero de nds por ca-
mada e padrao de conectividade sdo representados
por seqiiéncias binarias, e a busca opera entao no
espago das arquiteturas de PMCs. Além disso, os
parametros de aprendizagem usando a regra delta
também foram codificados nos cromossomos.
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N&ao somente a representacdo cromossémica e
os operadores genéticos se tornam relativamente
complexos, mas o processo de avalia¢do de cada in-
dividuo consome muito tempo e é até questionavel.
Para avaliagao, PMCs com pesos gerados aleato-
riamente sdo construidos para cada individuo, e
treinados usando-se um conjunto de padrdes de
treino. Depois disso, cada PMC é avaliado usando-
se um outro conjunto de padrGes de teste. Somente
depois, a adequabilidade de cada individuo € esti-
mada usando-se informacao referente a velocidade
de convergéncia, erro de reconhecimento, etc. Este
esquema ¢ ilustrado na Fig. 13.
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Figura 13: Determinagao de arquiteturas de PMCs
usando um AG. Cada individuo da populagao cor-
responde & planta de um PMC, e conjuntos de
padrdes de treino e teste sdo usados para avaliar
cada individuo.

Em testes com problemas simples, boas ar-
quiteturas foram determinadas para minimizagao
do erro de reconhecimento, aceleragdo da con-
vergéncia, e assim por diante. Mais interessante,
o método permite a descoberta de padroes de co-
nectividade que geralmente ndo sdo investigados
em processos de tentativa e erro [67, 68]. H4 uns
outros poucos métodos propostos com a mesma

filosofia [104].

7.3.3 AG para Sintese Total de um PMC

Numa proposta ainda mais ousada, Maniezzo
propds um AG para gerar nao somente a arquite-
tura, mas também todos os pesos de um PMC em
[99]. Neste caso, cada individuo da populagéo cor-
responde a uma complexa seqiiéncia bindria, onde
hé bits para indicagao da granularidade (precisao
dos pesos), conectividade (se uma dada conexdo

existe ou nao) e cada peso de um PMC que ad-
mite conexdes entre camadas nao adjacentes.

Combinando tradicionais operadores de recom-
binagdo e mutagdo, devidamente modificados de
modo a sempre dar origem a PMCs viaveis, com
um operador AG-simplex [17], que acentua o po-
der de busca global dos AGs, Maniezzo conseguiu
resultados interessantes com simples problemas de
aprendizado de fungdes l6gicas e controle de um
robd.

Uma de minhas pesquisas atuais visa o uso de
um computador paralelo em dois niveis: 1) deter-
minagao de arquiteturas de redes neuronais recor-
rentes usando um AG; e 2) determinagdo dos pe-
sos das melhores redes determinadas em 1) através
de um procedimento hibrido combinando AGs e
métodos de gradiente.

7.3.4 Mais AGs para Redes Neurais

Outras aplica¢des incluem, por exemplo: sintese
de redes “fuzzy” [43], sintese de redes neuronais
recorrentes [4], determinagao de pesos de redes
neuronais facilmente implementdveis em “hard-
ware” [26], sintese de redes Booleanas (l4gicas)
[66], sintese de PMCs com crescimento automadtico
[127], e determinagdo da topologia de uma rede
neuronal de Kohonen (mapa auto-organizante

[89)) [117).
7.4 Outras Aplicacoes de AGs

Outras aplicacdes incluem, por exemplo:

e Otimizacao de fun¢des de um objetivo [34, 36]
ou multi-objetivas [47].

e Anidlise de dados: “clustering” [19].

e Controle de processos: determinagdo de
parametros para controle étimo [92, 112],
controle inteligente de um péndulo invertido
[113], identificagdo de sistemas nao-lineares

[81].

e Robética: determinagaoda trajetéria de mo-
vimento de bragos mecanicos [30], projeto e
controle de robés [31].

o Problemas de transporte linear e néo-linear
[103].

e M4dquinas de estados finitos para jogos [10].

e Modelos econémicos: modelos do processo de
inovagdo, estratégias de concorréncia [3, 77].

e Modelos ecolégicos: relagdes de simbiose,
hospedeiro-parasita, ete. [73, 115, 121].

e Modelos do sistema imunolégico [16].



e Modelos de sistemas sociais: evolugdo da co-
operagéo [9, 10], evolucio da comunicagdo

98, 152].

o Estudo das relagdes entre aprendizagem e
evolugdo, ou o chamado “Efeito Baldwin”
[2, 15, 74].

8 Dois Estudos Avangados

Abaixo apresentamos brevemente resultados de
duas pesquisas deste autor envolvendo algoritmos
evoluciondrios.

8.1 Problema de Roteamento Automético

O problema de roteamento automatico (PRA)
consiste em encontrar trilhas nao-conflitantes
unindo terminais distribuidos numa dada regiao.
O projeto de algoritmos eficientes para PRA é ex-
tremamente importante na inddstria de placas de
circuito impresso e circuitos integrados [51]. Al-
goritmos derivados da teoria de grafos geralmente
falham para complexos padroes de roteamento, ao
passo que os algoritmos mais sofisticados exigem
computadores paralelos poderosos ou “hardware”
especifico. A Fig. 14 mostra um PRA com trés pa-
res de terminais que devem ser conectados numa
dnica camada. Problemas praticos chegam a ter
centenas ou milhares de trilhas e 5 ou mais cama-
das.

Figura 14: Exemplo de um PRA com 3 trilhas
numa unica camada.

PRA pertence a classe de problemas de oti-
mizacao com espagos de busca altamente multimo-
dais, onde é mais importante buscar uma solugdo
vidvel em tempo pratico do que a solugdo Stima
absoluta.

A idéia proposta em [147] usa padrdes de rotea-
mento (“WP”, do inglés “wiring pattern”) como
solucdes candidatas. Cada padrdo de roteamento

possui uma trilha unindo cada par de terminais
que devem ser conectados. No inicio do processo
evolutivo, curtos-circuitos sdo permitidos, e o ob-
jetivo da evolugdo é melhorar a qualidade de rotea-
mento, no sentido de eliminar os curtos-circuitos
e a0 mesmo tempo produzir trilhas simples, cur-
tas, e com poucas curvas, de modo a aumentar
a confiabilidade do circuito final. A Fig. 15 ilus-
tra uma populagao com 5 solu¢des-candidatas para
um pequeno PRA com 4 trilhas. Cada padrao de
roteamento corresponde a uma coluna vertical da
populagdo, com todas as trilhas sobrepostas num
mesmo espago de roteamento, e curtos-circuitos
sao permitidos no inicio do processo evolutivo.
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Figura 15: Exemplo de uma populagdo de 5
solugdes-candidatas para um PRA com 4 trilhas.
Cada individuo da populagdo corresponde a uma
coluna do arranjo acima, com todas as trilhas su-
perpostas nuin mesmo espago de roteamento.

O problema foi formulado em termos de custos,
dando custos altos a padrdes com muitos curtos-
circuitos, trilhas complexas, etc. O processo de
selegio usa esses valores, dando mais cdpias a
padrdes de roteamento de baixo custo. Recom-
binagdo ocorre probabilisticamente e somente tri-
lhas conflitantes (com curtos-circuitos) sao troca-
das. Mais adiante, os custos de cada trilha sao em-
pregados por um operador sofisticado de mutagao.
Primeiro, baseado no custo de cada trilha, decide-
se se uma determinada trilha deve ou n&o ser re-
feita. Em caso afirmativo, a trilha é apagada e
retracada usando um método de roteamento co-
nhecido.

O método proposto teve sucesso em obter
padrdes de roteamento de alta qualidade, sem
curtos-circuitos, para vdrios problemas com uma
ou duas camadas para roteamento. Para um PRA
com 100 trilhas em 2 camadas, exemplos de re-
sultados obtidos a partir de 200 gera¢des usando
uma populagéo de 20 individuos sdo mostrados na
Fig. 16.

O principal entrave & aplicagdo do método é o -
tempo de processamento, que as vezes leva horas
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Figura 16: Exemplo de resultados sem curtos-
circuitos obtidos por um AG para um PRA de 100
trilhas e duas camadas,

em estagdes de trabalho. Atualmente estamos es-
tudando representagdes mais eficientes, aplicagao
de uma estratégia “dividir-para-conquistar”, e im-
plementagdo em um computador massivamente
paralelo.

8.2 AGs para Func¢oes Nao-Estacionérias

Uma outra pesquisa considera a aplicagao
de AGs para a otimizacdo de fungdes nao-
estacionarias, ou seja, ambientes que variam com o
tempo [145]. Tais problemas ocorrem tanto na na-
tureza (por exemplo, varia¢des climaticas podem
fazer com que individuos outrora adequados ao
ambiente tenham menor chance de sobrevivéncia
do que outros individuos até entdo nao téo ade-
quados) quanto na indistria (por exemplo, no con-
trole de processos quimicos ou em aeronaves, onde
a dinamica dos aparelhos varia violentamente com
o consumo de combustivel).

Com ambientes altamente dindmicos, o
fendmeno das colinas de Hamming é enfatizado,
especialmente com cédigos bindrios posicionais.
Para demonstrar isso, considere a otimizagdo de
uma simples funcdo de uma variavel

f(z) = (16)

1
vz —-64+1

no dominio discreto z € R|0 < z < 127. E dbvio
que o méaximo desta fungao ocorre para z* = 64

Para tal funcéo, codificar cada ponto do espago
de busca em uma seqiiéncia bindria posicional
de 7 bits parece ser uma escolha natural. No
espago genotipico, 0 médximo entdo corresponderia
& seqiiéncia 8" = 1000000.

Figura 17: Distancia de Hamming entre cada in-
dividuo e o ponto étimo z* = 64 usando cédigo
binario posicional.

A Fig. 17 mostra a distancia de Hamming
(nimero de bits diferentes em cada posigdo) en-
tre a seqiiéncia correspondente a cada individuo
do espago de busca e a seqiiéncia correspondente
ao 6timo. Observa-se que, no espago de busca ge-
notipico, hd uma considerdvel distancia (7 bits)
entre o individuo # = 63 e z*, muito embora os
pontos estejam bem préximos no espago de busca
original. Ou seja, a codificagdo bindria resultou
no aparecimento de colinas de Hamming entre as
seqiiéncias correspondentes a individuos vizinhos.
Por conseguinte, pontos z < 63 tém dificuldade
em avancar em dire¢do ao 4timo, o que néo ocorre
tao seriamente para os pontos z > 65.

Figura 18: Distancia de Hamming entre cada in-
dividuo e o ponto étimo apés variagdo ambiental
(x* = 63) usando cédigo binario posicional.

Suponhamos agora que haja alguma alterag@o -
ambiental que mova o étimo para z* = 63. As
novas distancias de Hamming sao ilustradas na
Fig. 18. Como conseqiiéncia de uma pequena mu-
dang¢a no ambiente, houve o aparecimento de uma
colina de Hamming entre o cromossomo 1000000,
até entao o 6timo, e 0 novo pico 8* = 0111111,

Cédigos de Gray minimizam o efeito das coli-
nas de Hamming, conforme pode ser observado na
Fig. 19, mas mesmo assim se observa uma assime-
tria no espaco genotipico.

De modo a evitar as colinas de Hamming e
tornar o processo de busca mais suave, em [145]



Figura 19: Distancia de Hamming entre cada in-
dividuo e o ponto 6timo z* = 64 usando um cédigo
de Gray.

propde-se uma representacdo em que cada in-
dividuo corresponde a um vetor de componen-
tes reais. Novos operadores de recombinacdo e
mutagao foram definidos, o primeiro de modo a efe-
tuar interpolagao-extrapolagdo na vizinhanga dos
cromossomos pais, o segundo de modo a globalizar
o processo de busca.

Para exemplificar alguns dos resultados ob-
tidos, consideremos a maximizagdo da seguinte

fungdo de n varidveis reais para —100 < z; < 100, .

i=1,2,...,n:

_ 100 <~ [ cos(0, 157(z} — 2;)) + 1
f(=)= Tg( 2+0,0025(z; — z;)? )

(17
E facil perceber que f(+) é uma fung¢éo altamente
multimodal com um tnico pico de valor 100 em
z = [zjz}...z;]. Para uma varidvel, a fungao
f(-) é ilustrada na Fig. 20, donde se vé que h4
15 maximos locais por dimensdo. Para n = 10
hé, portanto, nada menos que 15!° = 5,7 x 101!
maximos locais e um tinico méximo global, fazendo
de f(-) uma fung¢ao extremamente dificil de ser oti-
mizada por métodos convencionais.
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Figura 20: Fungao a ser otimizada em uma di-
mensao,

Para tornar as coisas ainda mais dificeis,
adicionou-se a f(-) um aspecto nao-estaciondrio,

de modo que o sistema de coordenadas gira em
circulosd medida que o tempo passa. Para n = 10
e com o sistema de coordenadas efetuando uma
rotagéo a cada 200 geragdes, alguns resultados sao
ilustrados na Fig. 21, onde “AG 1” corresponde
ao AG proposto com individuos representados por
vetores de mimeros reais, enquanto que “AG 2”
e “AG 3" correspondem aos AGs com cédigos
bindrio posicional e o c6digo de Gray mais comum,
respectivamente. As curvas indicam os melhores
resultados de cada geragao, e é evidente que o sis-
tema proposto apresenta melhor desempenho que
os demais. N
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Figura 21: Resultados obtidos usando trés tipos de
AGs para a otimizag¢do de uma fungéo multimodal
altamente dinamica.

9 Avancos Tedricos

Como grande parte dos processos nao-
deterministicos, a analise matematica dos AGs é
extremamente dificil. Com AGs, o dito anénimo
“Teoria ¢ quando se sabe tudo ¢ nada funciona,
enquanto que prdtica ¢ quando tudo funciona, mas
ndo se sabe por qué” é corretissimo.

9.1 Teoria dos Esquemas

Os primeiros esfor¢os para entender o poder
computacional dos AGs e esbogar uma anélise ma-
temdtica foram realizados por Holland [75), dando
origem ao conceito de “esquema” (“schema”, com
plural “schemata”, nos textos em inglés). Um es-
quema poderia ser pensado como um molde (em
inglés, “template”) representando um ou um con-
junto de cromossomos. Considerando o alfabeto
bindrio e cromossomos de comprimento £, um es-
quema seria qualquer seqiiéncia de £ caracteres ge-
rados a partir do alfabeto extendido {0, 1, *}, onde
“*’ representa um “coringa”, podendo ser ou 1 ou
0.

Um resultado importante é o chamado 7Zeo-
rema dos Esquemas, também chamado pomposa-




mente de Teorema Fundamental dos Algoritmos
Genéticos [75, 56). Nesse teorema, considerando o
AG canénico, Holland demonstrou que esquemas
com adequabilidade superior & média recebem um
numero exponencialmente crescente de represen-
tantes na préxima geragdo. Em sua eloqiiéncia,
Holland usou uma analogia com uma maéquina de
cassino com dois bragos em as probabilidades de se
ganhar sdo distintas para cada brago mas, obvia-
mente, o jogador nao tem conhecimento prévio de
qual é o bra¢o mais vantajoso (“two-armed bandit
problem”). A Fig. 22 ilustra este problema para o
caso em que o brago esquerdo é o mais vantajoso.
Holland sugeriu que AGs automaticamente esco-
lhem a melhor estratégia para se ganhar nesse jogo,
alocando tentativas de modo exponencial para o
brago com maior lucro observado.
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Figura 22: Problema da maéquina de cassino de
dois bragos. Neste caso, o brago esquerdo é o mais
vantajoso.

9.2 Paralelismo Implicito

Em sua tentativa de desvendar caracteristicas
dos AGs, Holland e seu discipulo favorito, Gold-
berg, tentaram estimar quantos esquemas seriam
processados a cada geragao e chegaram a um re-
sultado surpreendente: Numa populagdo de N in-
dividuos, a cada geragdo hd um nimero de esque-
mas proporcional a N3, Esse fenémeno, em que
AGs processam um enorme nimero de esquemas
mesmo com poucos cromossomos, foi denominado
de paralelismo implicito [75].

Contudo, como no caso do teorema dos es-
quemas, as conclusGes somente sao validas sob
hipéteses muito fortes, incluindo populagao infi-
nita e altamente diversificada. Tais condigdes nao
sao possiveis na pratica. De fato, Grefenstette
e Baker mostraram que o magico N2 somente é
vélido, quando muito, nas primeiras geragdes[64].

Além disso, enquanto que a analise de esque-
mas sugere que alfabetos de baixa cardinalidade
devem ser escolhidos sempre que possivel [56], re-
sultados experimentais tém mostrado que alfabe-

tos binarios nao sao representagdes nem naturais
nem eficazes em muitos problemas préticos [103].
Conseqiientemente, acredito que 0s esquemas nao
mere¢am o destaque que tém recebido na lite-
ratura, e sejam mais um exercicio fiitil de ma-
temdtica do que algo que venha realmente a ilu-
minar o poder de processamento dos AGs.

9.3 Andlises de Cadeias de Markov

Um grupo de pesquisadores [38, 54, 130] tem
tentado compreender 0s mecanismos internos de
AGs usando cadeias finitas de Markov , que descre-
vem trajetdrias probabilisticas sobre um conjunto
finito de estados [82, 86]. Em [130], Rudolph de-
monstra teoremas interessantes sobre os AGs mais
basicos, com selecdo baseada na adequabilidade,
recombinac¢ao e mutagao aleatérias, que ele deno-
minou de AG canénico.

Resultados tedricos interessantes foram obtidos
através da andlise de cadeias finitas e homogéneas
de Markov para 0 < pput < 1 e 0 < prec < 1.
Primeiro, foi demonstrado que um AG canénico
jamais converge para o timo global de uma funcao
independentemente do método de inicializagdo,
parametros, etc.! Pard o alivio de muitos, con-
tudo, Rudolph também demonstrou que, se eli-
tismo for empregado antes ou depois da sele¢ao,
obtém-se convergéncia para o étimo global, em-
bora isso possa levar muitas geragoes.

9.4 Complexidade Computacioiml

O conceito de razdo de adequabilidade foi intro-
duzido como o quociente entre a média da adequa-
bilidade dos cromossomos com um dado alelo pela
valor médio de adequabilidade de todos os cromos-
somos da populagdo. Em [5], Ankenbrandt partiu
de um AG simples e demonstrou que, se a razao
de adequabilidade, r, for constante e conhecida, a
complexidade computacional do AG obecera a:

NInN
Inr '’

O(AG) o O(a(")) (18)
onde O(AG) indica a complexidade computacional
do AG simples com selegdo proporcional 4 adequa-
bilidade, O(a(-)) é a complexidade da fun¢éo de
avaliagdo, que depende do problema especifico, e
N ¢é o nimero de individuos da populacao. Em-
bora esse resultado possa servir para dar uma idéia
da relagdo entre o tempo que um AG leva até a
convergéncia e o tamanho da populagao, na pratica
é extremamente improvavel que a razao de adequa-
bilidade seja constante.

Em [57] varios métodos de selecdo foram com-
parados em termos de complexidade computacio-
nal. Para uma populagdo de tamanho N, os resul-
tados obtidos aparecem na Tabela 4.




Método de selecdo Complexidade
roleta O(N?)
resto estocdstico O(N)
graduagio O(NInN)+ O(selecdo)
torneio O(n)

Tabela 4: Complexidade computacional de
métodos de selecao.

9.5 Problemas Dificeis para AGs

Métodos de geragao de problemas enganadores
tém sido pesquisados [35]. Além disso, Grefens-
tette demonstrou que o fato de um problema ser
enganador néo é condigdo nem suficiente nem ne-
cessiria para o problema ser dificil para AGs (os
chamados “GA-hard problems”) [65].

10 Genética Natural e em AGs

Sendo um modelo téao simples de evolugao, uma
pergunta surge com freqiiéncia: Até que ponto os
AGs emulam o que se passa com 0s seres Vivos
deste planeta?

10.1 Cromossomos, Genes e ADN

Na natureza, seres vivos superiores guardam
sua bagagem genética em cromossomos, que sdo
filamentos alongados de proteina e ADN (4cido
desoxi-ribonucleico). O nimero de cromosso-
mos varia de- espécie para espécie. Por sua vez,
cada cromossomo possui um grande nmimero de
genes, cada qual consistindo de cadeias de ba-
ses nucleotidicas ou nucleicas chamadas Adenina
(A), Citosina (C), Timina (T) e Guanina G). As
moléculas de ADN tém formato de uma dupla
hélice, algo similar a uma escada em espiral. As
bases nucleotidicas, sempre aos pares (A-T, C-G),
formam os degraus da escada.

Em iltima andlise, sdo as bases nucleotidicas, e
ndo os genes, que constituem os guanta genéticos,
que podem ser imaginados como elementos de um
alfabeto de cardinalidade 4. Em AGs simples, con-
tudo, a andlise pira nos genes, ou seja, os elemen-
tos de cada seqiiéncia cromossdmica.

10.2 Haploidismo e Diploidismo

Além disso, as células somaticas, que formam a
maior parte das células dos seres vivos superiores,
sao dipléides, isto é, tém todos os cromossomos em
pares, ao passo que as células sexuais ou gaméticas
sdo hapldides, ou seja, ndo tém cromossomos aos
pares. Nas células somaticas dos seres humanos
normais hd 23 pares de cromossomos, ao passo que
nos gametas, a saber, espermatozéides e 6vulos, ha
somente 23 cromossomos.

Na maior parte dos AGs, contudo, assume-se
que os individuos (seres vivos da populagéo) sejam
hapldides e tenham bagagem genética composta
por um inico cromossomo’ de tamanho fixo.

10.3 Espaco de Busca

Cada cromossomo humano ¢ constituido
por aproximadamente 50.000 genes relacionados
através de uma rede de interacdes inimaginavel-
mente complexa. Cada gene humano consiste
de cerca de 300 tripletas de bases nucleotidicas,
cada qual codificando um entre 20 tipos de amino-
dcidos, que formam as nossa proteinas. As-
sim sendo, desta andlise grosseira pode haver
um nimero de 20!5-200-000 digtintos gendtipos, ou
seja, aproximadamente 10'°-°0-%°, ym nimero
tdo grande que nem aparece em livros de Astro-
nomia.

Na maior parte dos AGs, o espago de busca
genética ¢ infinitamente mais modesto. Ha re-
latos de grupos usando AGs com problemas de
milhares de varidveis, cada qual codificada como
uma seqiiéncia de vérios bits. Mesmo para um
problema de, digamos, 1.000 varidveis, cada uma
representada por uma seqiiéncia de comprimento
¢ = 100, haveria somente um total de 2100-900
1030-000 genétipos possiveis. Quando se considera
que a idade do universo é estimada em 5 x 10'7
segundos [71], fica claro que, embora o espago de
busca de AGs seja extremamente menor que o da
evolugéo natural, ainda assim representa um desa-
fio formidavel.

10.4 Mapeamento Gendétipo — Fenétipo

Num ser vivo, a estrutura dos cromossomos
e genes de um individuo formam o seu gendtipo,
enquanto que as caracteristicas do individuo for-
mam o fendtipo. Para seres superiores na es-
cala de evolugao do planeta Terra, o mapeamento
gendtipo — fendtipo é um mistério que deverd per-
manecer sem solugao por muito tempo, talvez para
sempre. Mesmo os maiores entusiastas do am-
bicioso Projeto Genoma [20], levado a cabo por
cientistas de todo o mundo e que dentro de alguns
anos devera ter catalogado todos os genes comuns
aos seres humanos, sabem que desvendar as ca-
racteristicas fundamentais de um ser vivo a partir
do seu mapa genético é assunto para escritores de
ficgao cientifica. Os humanos tém um total de 10°
genes [20] e mais um nimero indeterminado de ge-
nes reguladores, que guardam segredos de mais de
trés bilhdes de anos de evolugdo da vida no pla-
neta, e determinam caracteristicas de cada uma
das 50 trilhdes de células de um ser humano adulto,

7H4 trabalhos considerando individuos multicro-
mossdmicos ¢ dipldides, mas ndo sdo considerados neste
trabalho.
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incluindo as 10!® sinapses do sistema nervoso cen-
tral [125) 8.

Enfim, na genética natural as relagdes de causa-
efeito e associagdes sdo extremamente complexas ,
e 08 mecanismos de interagdo que ligam e desli-
gam os genes e determinam desde a cor dos olhos
até padrdes de envelhecimento e predisposi¢édo a
certos tipos de cancer, talvez nunca venham a ser
totalmente esclarecidos.

Essas dificuldades sdo ainda exacerbadas pe-
los fenémenos de pleiotropia e poligenia [101]. No
primeiro caso, um gene pode afetar varias carac-
teristicas fenotipicas ao mesmo tempo, ao passo
que no segundo caso, uma caracteristica fenotipica
pode ser o resultado da agao conjunta de multiplos
genes, gerando complexos mapeamentos “1 —
muitos”, “muitos — 17,

Ja no caso dos AGs, contudo, o usudrio de-
termina o mapeamento genétipo — fenétipo no
momento em que especifica o método de repre-
sentagdo cromossdmica, condigdo sine qua non
para o uso de um AG. Dado um fenétipo, a re-
presenta¢ao genotipica correspondente é, em ge-
ral, obtida facilmente. No sentido oposto ¢ mesmo
também é véilido, muito embora haja casos de
representagoes cromossomicas que nao correspon-
dem a nenhuma solugao valida do espago de busca
original.

O mapeamento gendtipo — fenétipo é ilustrado
na Fig. 23(a), que também mostra casos de pleio-
tropia e poligenia com relagdes desconhecidas. Em
contrapartida, a Fig. 23(b) mostra o equivalente
em AGs, usando um caso tipico de trés parametros
mapeados numa seqiiéncia de 15 bits.

10.5 Selecao em AGs e na Natureza

Os processos seletivos que ocorrem em AGs e
outros algoritmos evolucionarios nao passam de
modelos altamente simplificados da sele¢do natu-
ral. No caso humano, por exemplo, a selegao de
parceiros envolve uma miriade de fatores sociais,
econdmicos, culturais, etc., em populag¢Ges intera-
tivas de tamanhos varidveis.

Ha4 outros niveis de selecdo também. Por exem-
plo, em 3 ou 4 mililitros de sémen pode haver até
meio bilh@o de espermatozéides [7], cada qual com
uma bagagem genética um pouco diferente, e em
geral ha somente um vulo a ser fertilizado. E
um “vestibular” extremamente concorrido! Além
disso, individuos com exatamente a mesma baga-
gem genética, isto é, os gémeos, sao raros em se-
res superiores, Estatisticas indicam que, em nas-
cimentos naturais, sem o uso de drogas de fer-

8E Sbvio que muitas ou todas as caracteristicas sdo afe-
tadas por fatores internos e externos. Isso é particular
mente verdadeiro no caso do desenvolvimento do cérebro,
que necessita de estimulos externos para se desenvolver ple-
namente (125, 135].
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Figura 23: Mapeamento genétipo — fenétipo: (a)
Na natureza, com complexas relagdes de pleiotro-
pia e poligenia; (b) em AGs convencionais, hd4 um
mapeamento direto de segmentos da seqiiéncia cro-
mossdmica para parametros que especificam um
ponto do espago de busca.

tilizagdo, gémeos ocorrem a cada 85 nascimen-
tos, trigémeos a cada 7.500, quadrigémeos a cada
650.000 e gémeos quintuplos a cada 57.000.000 de
nascimentos [7).

A selecdo em AGs, realizada com o uso de
uma fun¢do objetivo e uma roleta, até parece
ridicula. De modo distinto da natureza, duplica-
tas (gémeos) s&o0 muito comuns na maior parte dos
modelos usados, principalmente & medida que as
geracoes avangam. Todavia, mesmo simplificado
ao extremo, a evolugdo em AGs funciona e tem
inimeras aplica¢bes praticas em engenharia.

10.6 Operadores Genéticos

Enquanto que em seres vivos a probabilidade
de mutagbes varia de gene para gene e ainda
sofre grande influéncia de fatores externos, em
grande parte dos AGs a probabilidade é espe-
cificada pelo usudrio, e muta¢des sao simuladas
de modo extremamente prosaico. Os mecanismos
biolégicos que regem a troca de partes entre cro-
mossomos homdlogos também néo sdo totalmente
conhecidos, embora na maior parte dos AGs trocas
aleatdrias sejam geralmente empregadas.

Além disso, a énfase que AGs costumam co-
locar na recombinacdo é ainda assunto de dis-
cussdo nos meios académicos. Holland vé a re-




























